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Medienrezeption in algorithmisierten Umgebungen 

Anna Sophie Kümpel 

Zusammenfassung 

Der Beitrag untersucht die Merkmale und Implikationen der Medienrezeption in algorithmi-

sierten Umgebungen – definiert als alle technischen Kanäle oder Plattformen, die Medienin-

halte auf Basis von algorithmischen Systemen personalisieren und individualisiert an Nutzer:in-

nen ausspielen. Es wird beleuchtet, welche Aufgaben algorithmische Systeme im Kontext der 

Medienrezeption übernehmen und welche gesellschaftliche Relevanz diesen zukommt. Darauf 

aufbauend wird der Fokus auf die Interaktion zwischen algorithmisierten Umgebungen und 

Nutzer:innen gelegt, einschließlich des grundsätzlichen Bewusstseins über das Wirken von Al-

gorithmen (algorithmic awareness), Vorstellungen über deren konkrete Funktionsweise (algo-

rithmic sensemaking) sowie die Bedeutsamkeit von Kompetenzen im Umgang mit algorithmi-

schen Systemen (algorithmic literacy). Der Beitrag schließt mit einer Betrachtung der Implika-

tionen algorithmisierter Medienrezeption für Informiertheit und Meinungsbildung und einer 

knappen Diskussion methodischer Herausforderungen. 
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1. Einleitung 

Die Rezeption von Medien ist und war schon immer durch Priorisierungen und Empfehlungen 

anderer Akteur:innen geprägt: So verrät uns die Platzierung und Aufmachung eines Artikels in 

der Tageszeitung, wie wichtig dieser ist. Ein lachender roter Stern in der TV-Zeitschrift sagt 

uns, für welchem Film es sich lohnt, den Fernseher anzuschalten und die Charts im Radio geben 

uns einen Überblick über die aktuellen Musikhits. Gleichermaßen beeinflussen Werbeplakate 

in der Innenstadt oder Anspieltipps von Freund:innen und Familie nicht nur, welchen Medien-

angeboten wir uns überhaupt zuwenden, sondern auch, wie wir diese wahrnehmen und verar-

beiten. In den letzten Jahren hat angesichts der fortschreitenden Digitalisierung neben diesen 

journalistischen, strategischen und sozialen Akteur:innen mit „den“ Algorithmen zudem eine 

neue Kategorie an Kurator:innen an Bedeutung gewonnen (Thorson & Wells, 2016; Wallace, 

2018). In der Tat findet heute ein Großteil der informations- als auch der unterhaltungsbezoge-

nen Medienrezeption in sogenannten algorithmisierten Umgebungen statt (Beisch & Koch, 

2021; Hölig et al., 2022). Audio-Streamingdienste wie Spotify erstellen personalisierte Playlists 

für uns. Videoportale wie YouTube zeigen uns im Anschluss an einen gesehenen Clip direkt 

weitere thematisch passende Inhalte an und Social-Media-Plattformen wie Instagram bestim-

men, welche Fotos oder Videos uns als erstes begegnen, wenn wir die App öffnen. Die dabei 

stattfindenden Prozesse der Klassifizierung, Priorisierung und Filterung basieren auf mathema-

tischen Modellen, die eine Vielzahl an Signalen und Informationen berücksichtigen – etwa, 

welche Songs eine Nutzerin viel gehört oder welche Videos sie mit ‚Gefällt mir‘ markiert hat, 

welche Vorlieben Personen zeigen, die der Nutzerin ähneln oder ob ein Unternehmen dafür 

gezahlt hat, dass die eigenen Inhalte prominent platziert werden (siehe z.B. DeVito, 2017; 

Lischka & Stöcker, 2017; Ricci et al., 2015; Schwartz & Mahnke, 2021). Algorithmen beein-

flussen somit immer stärker, welche Medienangebote wir nutzen, wie gut informiert oder un-

terhalten wir uns von diesen fühlen und auf Basis welcher Inhalte wir uns eine Meinung bilden. 

Vor diesem Hintergrund verfolgt der vorliegende Beitrag das Ziel, zu erörtern, was die Medi-

enrezeption in algorithmisierten Umgebungen kennzeichnet und welche Implikationen dies für 

die Rezeptionsprozesse von Mediennutzer:innen hat. Der Schwerpunkt liegt dabei explizit auf 

der Frage, wie algorithmische Systeme auf ‚normale‘ Nutzer:innen (ein-)wirken. Nicht betrach-

tet wird somit der Einsatz von Algorithmen, die Community-Manager:innen die Moderation 

von Kommentaren erleichtern, Plattform-Betreibern die Identifikation von Misinformationen 

ermöglichen oder Journalist:innen bei der Erstellung von Medienprodukten assistieren oder 

dies sogar komplett übernehmen (siehe dazu z.B. Haim & Graefe, 2018). Ebenso wird ausge-

blendet, wie sich Medienanbieter und -schaffende daran anpassen, dass ihre eigenen Produkte 
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zunehmend über algorithmisierte Umgebungen verbreitet werden (siehe dazu z.B. Hadida et 

al., 2021; Zamith, 2019). 

Nach einer Definition der Begriffe „Algorithmus“ und „algorithmisierte (Medien-)Umgebun-

gen“ wird zunächst darauf eingegangen, welche Aufgaben algorithmische Systeme im Kontext 

der Medienrezeption übernehmen und welche gesellschaftliche Relevanz der Nutzung von Me-

dien(angeboten) in algorithmisierten Umgebungen zukommt. Anknüpfend daran werden ver-

schiedene Konstellationen in den Blick genommen, die sich durch die zunehmende Abhängig-

keit von algorithmischen Systemen ergeben. Hier geht es vor allem um Fragen danach, inwie-

fern Mediennutzer:innen überhaupt bewusst ist, ob und wie Algorithmen ihre Rezeption prägen 

(algorithmic awareness), wie dieses (vermeintliche) Wissen über algorithmische Systeme die 

Auseinandersetzung mit Medien beeinflusst (algorithmic sensemaking) und welche Bedeutung 

übergeordneten Kompetenzen im Umgang mit algorithmisierten Umgebungen (algorithmic li-

teracy) zukommt. Abschließend wird zudem knapp auf mögliche Implikationen der Medienre-

zeption in algorithmisierten Umgebungen eingegangen sowie erörtert, welche methodischen 

Herausforderungen sich bei deren Untersuchung stellen. 

2. Grundlagen 

2.1 Definitionen: „Algorithmen“ und „algorithmisierte“ Medienumgebungen 

Ein in Online-Shops beliebtes T-Shirt- und Kaffeetassen-Motiv definiert algorithm humoris-

tisch als „word used by programmers when they do not want to explain what they did“. In der 

Tat scheinen viele Mediennutzer:innen wenig konkrete Vorstellungen davon zu haben, was ein 

Algorithmus ist. Gemäß einer repräsentativen Befragung der Bertelsmann Stiftung im Januar 

2022 haben 17% der Befragten den Begriff „Algorithmus“ noch gar nicht gehört, 21% geben 

an, kaum Wissen darüber zu haben, wie Algorithmen funktionieren und 44% attestieren sich 

zumindest ein ‚ungefähres‘ Wissen (Overdiek & Petersen, 2022, S. 17). Angesichts dieser Zah-

len sowie der Tatsache, dass der Begriff in unterschiedlichen Disziplinen sehr unterschiedlich 

verwendet wird (Gillespie, 2016; Heise, 2016), soll hier zunächst abgesteckt werden, was mit 

„Algorithmen“ und „algorithmisierten (Medien-)Umgebungen“ gemeint ist. 

Im grundlegendsten Sinne lassen sich Algorithmen als „schrittweise Prozeduren für das Lösen 

von Problemen“ (Herzog, 2021, S. 199) verstehen, wobei es stets darum geht, aus einem Input 

(z.B. Nutzer:innen-Eingaben, aufgezeichnetes Rezeptionsverhalten) einen definierten Output – 

beispielsweise einen ‚anregend‘ geordneten Newsfeed oder passende Filmempfehlungen – zu 
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erzeugen (siehe auch Diakopoulos, 2015; Gillespie, 2016; Heise, 2016). Um die Funktions-

weise von Algorithmen zu beschreiben, wird daher gerne die Analogie eines Rezepts herange-

zogen (siehe z.B. Gillespie, 2016; Willson, 2017). Ein Rezept hat immer ein konkretes Ziel, 

zum Beispiel: ein Gemüsecurry. Enthalten ist darin außerdem eine Liste von Zutaten – bei-

spielsweise Kokosmilch, Brokkoli und Süßkartoffeln – sowie insbesondere eine klar struktu-

rierte Abfolge an Zubereitungsschritten, die uns u.a. Auskunft darüber geben, wie klein wir das 

Gemüse schneiden sollen, in welcher Reihenfolge wir die Zutaten in den Topf werfen müssen 

oder auf welcher Hitzestufe das Curry köcheln soll. In dem Beispiel sind die Zutaten unser 

Input, das fertige Curry der Output und die im Rezept enthaltenen Anweisungen der Algorith-

mus. Im Gegensatz zu Kochrezepten sind Algorithmen in der Informationstechnik jedoch zwin-

gend auf eindeutige Instruktionen bzw. entsprechende Definitionen angewiesen. Ein ‚Klecks‘ 

Ahornsirup etwa müsste mit Blick auf die Maschinenlesbarkeit und Reproduzierbarkeit des Er-

gebnisses genau quantifiziert werden. Doch egal ob wir uns in der Küche oder in Online-Um-

gebungen befinden: „Algorithms make things happen“ (Willson, 2017, S. 140), indem sie aus 

einer endlichen Zahl an Handlungsanweisungen ein durch die Autor:innen bzw. Programmie-

rer:innen festgelegtes Ergebnis hervorbringen. 

Wenngleich wir in der öffentlichen Debatte häufig von dem Netflix- oder dem Instagram-Al-

gorithmus hören, ist dies eine Vereinfachung, die der Realität nicht gerecht wird (Kitchin, 2017; 

Mosseri, 2021; Seaver, 2019; Silva et al., 2022). In der Tat haben wir es auf diesen und ähnli-

chen Plattformen mit einer Vielzahl an Algorithmen oder noch spezifischer mit algorithmischen 

Systemen zu tun, die sich als „intricate, dynamic arrangements of people and code“ (Seaver, 

2019, S. 419) definieren lassen. Um auch sprachlich abzubilden, dass wir uns aus kommunika-

tionswissenschaftlicher Sicht in der Regel für solche „systems of computation“ (Kapsch, 2022, 

S. 18) interessieren, ist in der akademischen Auseinandersetzung zumeist nicht von ‚den Algo-

rithmen‘, sondern von algorithmischen Medien (z.B. Bucher, 2020), Medien, die „algorithmi-

sche Empfehlungssysteme“ (Schmidt et al., 2018, S. 522) verwenden oder im Kontext der In-

formationsnutzung von (Informations-)Intermediären1 (z.B. Stark et al., 2021) die Rede. Im 

Einklang mit dem Titel wird in diesem Beitrag von algorithmisierten (Medien-)Umgebungen 

gesprochen. Gemeint sind damit alle technischen Kanäle oder Plattformen, die Medieninhalte 

 
1 Streng genommen sind Intermediäre als Angebote zu verstehen, „die fremden Content zugänglich machen“ 
(Schweiger et al., 2019, S. 12) und kaum oder keine eigenen Inhalte erstellen – also etwa Suchmaschinen oder 
Social-Media-Plattformen. Somit lassen sich nicht alle der in diesem Beitrag diskutierten Kanäle/Plattformen (z.B. 
Streaming-Plattformen mit eigenen Angeboten) als Intermediäre bezeichnen. 
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auf Basis von algorithmischen Systemen automatisiert personalisieren, d.h. Inhalte nach expli-

zit und implizit generierten Präferenzprofilen individualisiert an Nutzer:innen ausspielen (siehe 

ähnlich Schweiger et al., 2019; Silva et al., 2022). 

Diese Definition erfordert einige weitere Erklärungen, insbesondere zum Begriff der Persona-

lisierung. Thurman und Schifferes (2012) definieren Personalisierung als eine „form of user-

to-system interactivity that uses a set of technological features to adapt the content, delivery, 

and arrangement of a communication to individual users’ explicitly registered and/or implicitly 

determined preferences” (S. 776). Dieser und vergleichbaren theoretischen Konzeptualisierun-

gen folgend (siehe z.B. Bozdag, 2013; Thorson & Wells, 2016; Zuiderveen Borgesius et al., 

2016), lässt sich im Kontext algorithmisierter Medienumgebungen idealtypisch zwischen im-

pliziter und expliziter Personalisierung differenzieren. Von impliziter Personalisierung ist die 

Rede, wenn die Präferenzen der Nutzer:innen aufgrund ihrer beobachtbaren Handlungen und 

weiterer Signale vom System inferiert werden und diese Informationen genutzt werden, um 

Inhalte zu priorisieren und zu filtern. So wird in algorithmisierten Medienumgebungen u.a. er-

fasst, mit welchen Arten von Inhalten Nutzer:innen interagieren, mit welchem Endgerät 

und/oder von welchem Ort sie auf das Angebot zugreifen oder welche Beziehungen zu anderen 

Nutzer:innen sie im Netzwerk besonders intensiv pflegen. Verknüpft mit weiteren Meta-Infor-

mationen zu den Inhalten (z.B. Dokumententyp, Veröffentlichungszeitpunkt) sowie globaleren 

Relevanzindikatoren (z.B. Aufrufzahlen, Verbreitungsgeschwindigkeit) wird dann computati-

onal über die Ausspielung von Inhalten entschieden. Von expliziter Personalisierung (z.T. auch 

persönliche Kuratierung, siehe z.B. Merten, 2021) spricht man indes, wenn Nutzer:innen aktiv 

und selbstgesteuert festlegen bzw. angeben, mit welchen Inhalten sie konfrontiert werden wol-

len und mit welchen nicht. Explizite Personalisierung findet also beispielsweise dann statt, 

wenn eine Nutzerin einen Account auf einer Social-Media-Plattform abonniert oder aber Funk-

tionen wie ‚Kein Interesse‘ nutzt, um so zu veranlassen, dass ähnliche Beiträge künftig seltener 

angezeigt werden. In algorithmisierten Medienumgebungen wirken beide Formen der Persona-

lisierung zusammen, wobei die implizite Personalisierung bildlich gesprochen stets die Ober-

hand behält (siehe auch Schweiger et al., 2019, S. 10–11). Zwar werden Akte expliziter Perso-

nalisierung als weitere Input-Variablen bei der Ausspielung von Inhalten berücksichtigt. Eine 

vollständige Kontrolle über deren Selektion oder Ranking haben die Nutzer:innen aber nicht. 

Deutlich wird daran auch, dass die in algorithmisierten Medienumgebungen genutzten algorith-

mischen Systeme nicht statisch, sondern kontextabhängig und in ständigem Wandel begriffen 

sind (Kitchin, 2017, S. 21). 
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Über die genaue Funktionsweise der automatisierten Personalisierung – welche Input-Parame-

ter berücksichtigt und wie diese gewichtet werden – kann bei den allermeisten algorithmisierten 

Mediensystemen nur spekuliert werden, da diese als erfolgsrelevante Geschäftsgeheimnisse, 

wenn überhaupt, nur sehr vage nach außen kommuniziert werden (siehe z.B. Mosseri, 2021; 

Netflix Help Center, o. D.). Algorithmische Systeme sind somit eine Black Box (Diakopoulos, 

2015; Hargittai et al., 2020; Heise, 2016), was ihre wissenschaftliche Analyse erschwert bis 

unmöglich macht. Nichtsdestotrotz lassen sich durch die Untersuchung von öffentlichen Doku-

menten der Plattformen (z.B. Patentanmeldungen, siehe DeVito, 2017), Formen des ‚Reverse 

Engineering‘ (Diakopoulos, 2015; Thorson et al., 2021) oder die gezielte Manipulation von als 

relevant vermuteten Input-Variablen und anschließenden Output-Analysen (z.B. in Form von 

agentenbasierten Testverfahren, siehe Haim, 2020) Rückschlüsse darauf ziehen, welche Fakto-

ren besonders relevant sind. 

So hat DeVito (2017) aufbauend auf einer Analyse öffentlich zugänglicher Textdokumente von 

Facebook (Blogbeiträge, Patentanmeldungen, SEC Filings) in Anlehnung an die Nachrichten-

wertforschung versucht, die dem Newsfeed von Facebook zugrundeliegenden algorithmischen 

Werte (algorithmic values) zu ergründen, die sie als System von Kriterien beschreibt „which 

are used to make decisions about the inclusion and exclusion of material and which aspects of 

said material to present in an algorithmically driven news feed“ (S. 754). Insgesamt wurden 

neun dieser algorithmischen Werte bestimmt, wobei a) Beziehungen zu Freund:innen, b) expli-

zit gemachte Interessen sowie c) das vorherige Bewertungs-, Diskussions- und Verbreitungs-

verhalten als relevanteste Faktoren identifiziert werden konnten. Gaw (2022) findet bei einer 

methodisch ähnlichen Analyse im Kontext von Netflix, dass insbesondere implizit inferierte 

Präferenzen der Nutzer:innen (Welche Titel wurden für wie lange geschaut, wonach wurde ge-

sucht? etc.) sowie das Nutzungsverhalten von ‚Geschmacks-Doppelgänger:innen‘ eine Rolle 

für die automatisierte Personalisierung spielen. Auf expliziter Personalisierung basierende In-

dikatoren wie Ratings würden zwar auch berücksichtigt. Sie spielten aber eine untergeordnete 

Rolle, da diese häufig performativ seien: Nutzer:innen tendierten dazu, kritisch gewürdigte oder 

‚wichtige‘ Filme und Serien besser zu bewerten, obwohl sie in Wahrheit vielleicht lieber Rea-

lityshows oder Backwettbewerbe ansehen. Betrachtet man, wie die großen algorithmisierten 

Plattformen ihre Rankings- und Priorisierungsentscheidungen in ihren Hilfebereichen darstel-

len, wird das Primat persönlicher Relevanz und positiver Nutzungserfahrungen ebenfalls klar 

deutlich. So ist die Rede von „a relevant and positive user experience“ (Facebook Help Center, 

o. D.), dem Ziel, Nutzer:innen „the most interesting and relevant videos“ (TikTok Help Center, 

o. D.) zu zeigen oder ihnen zu helfen, „more of the videos you love“ (YouTube, o. D.) zu 
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entdecken. Nachfolgend wird nun eingehender auf die Aufgaben eingegangen, die durch algo-

rithmische Systeme erledigt werden. Zudem werden die Funktionen beschrieben, die die auto-

matisierte Personalisierung für Plattformbetreiber und Mediennutzer:innen erfüllt. 

2.2 Funktionen: Aufgaben von Algorithmen im Kontext der Medienrezeption 

Algorithmische Systeme übernehmen eine ganze Reihe von unterschiedlichen Aufgaben (siehe 

nachfolgend Diakopoulos, 2015; Just & Latzer, 2017): So werden sie eingesetzt, um Inhalte 

hinter den Kulissen anhand spezifischer Merkmale zu klassifizieren und zu ordnen (Klassifika-

tionsalgorithmen) sowie Beziehungen zwischen Inhalten herzustellen und so deren Ähnlichkeit 

zu bestimmen (Assoziationsalgorithmen). Am spürbarsten für die Nutzer:innen sind in algorith-

misierten Medienumgebungen jedoch vor allem Filter- und Priorisierungsalgorithmen2. Ers-

tere haben die Aufgabe, aus allen auf einer Plattform verfügbaren Inhalten diejenigen auszu-

wählen, die überhaupt angezeigt werden sollen, während zweitgenannte die so gefilterten In-

halte in eine definierte Reihenfolge bringen (z.B. auf Basis der inferierten Relevanz für die 

Nutzer:innen oder der Aktualität). Indem sie Inhalte selektieren und priorisieren, übernehmen 

algorithmische Systeme letztlich klassische Gatekeeping-Funktionen (Bozdag, 2013; Hagen et 

al., 2017; Soffer, 2021; Thorson & Wells, 2016; Wallace, 2018) und bestimmen den Informa-

tionsfluss in der Gesellschaft erheblich mit. 

Im Kontext der Medienrezeption sind insbesondere diese Filter- und Priorisierungsprozesse re-

levant, die ob ihrer primären Funktion häufig auch als Empfehlungsalgorithmen bezeichnet 

werden. Die nachfolgenden Erläuterungen konzentrieren sich daher vorrangig auf die Funkti-

onsweise von Empfehlungssystemen, die das Herzstück algorithmisierter Medienumgebungen 

darstellen. Ziel von Empfehlungssystemen ist es, fortlaufend zu analysieren, für welche Inhalte 

sich Nutzer:innen (als nächstes/im Moment) interessieren könnten und entsprechende Inhalte 

anzuzeigen bzw. auszuspielen (Bozdag, 2013; Burke, 2007; Ricci et al., 2015). Dabei kommt 

eine Vielzahl unterschiedlicher Filtertechniken zum Einsatz, wobei in der Literatur häufig zwi-

schen drei grundlegenden Arten unterschieden wird (siehe auch Schmidt et al., 2018): 

• Inhaltsbezogene Filtertechniken (engl. content-based filtering) setzen darauf, den 

Nutzer:innen Inhalte zu empfehlen, die denjenigen Inhalten ähneln, die sie in der Ver-

gangenheit rezipiert und/oder positiv bewertet haben. Ähnlichkeit wird dabei auf 

Grundlage von definierten inhaltlichen Attributen bestimmt – im Filmbereich etwa das 

 
2 Natürlich bauen auch Filter- und Priorisierungsalgorithmen auf der Klassifikation und Beziehung zwischen In-
halten auf (siehe auch Diakopoulos, 2015, S. 402) – eine analytische Trennung ist aber dennoch sinnvoll, um die 
‚Hauptaufgaben‘ algorithmischer Systeme zu unterscheiden.  
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Genre, die Regisseur:innen, die involvierten Schauspieler:innen oder gar die moralische 

Haltung der Protagonist:innen (Gaw, 2022). 

• Kollaborative Filtertechniken (engl. collaborative filtering) generieren Empfehlun-

gen, indem sie Informationen über die Rezeptions- bzw. Bewertungsprofile von Nut-

zer:innen abgleichen und zueinander in Beziehung setzen. Die zugrundeliegende An-

nahme ist, dass wenn zwei Personen die Vorliebe für bestimmte Inhalte teilen, sie auch 

bei anderen Inhalten zu einer vergleichbar positiven Bewertung gelangen. Will eine 

Plattform herausfinden, ob man Person X einen neuen Film empfehlen sollte, würde bei 

der Anwendung kollaborativer Filtertechniken also betrachtet werden, wie der Film bei 

Nutzer:innen ankam, die bei vergangenen Rezeptions- bzw. Bewertungsentscheidungen 

analog zu Person X gehandelt haben. 

• Kontextbezogene Filtertechniken (engl. context-based filtering) berücksichtigen für 

die Erstellung von Vorschlägen u.a. den zeitlichen, örtlichen oder gerätebezogenen Nut-

zungskontext. Entsprechend erhalten Nutzer:innen etwa am Morgen andere Empfehlun-

gen als am Abend und auf Reisen oder am Smartphone andere Vorschläge als zuhause 

oder am Laptop. Je nach verfügbarer Datenlange können hier auch Aspekte wie das 

aktuelle Wetter, kürzlich getätigte Suchen oder die soziale Konstellation bei der Medi-

enrezeption einbezogen werden. 

Betrachtet man die Funktionen, die Empfehlungsalgorithmen erfüllen sollen, muss die Sicht 

von Nutzer:innen auf der einen Seite und die Sicht von Plattformbetreibern auf der anderen 

Seite berücksichtigt werden. Für Nutzer:innen sind algorithmische Empfehlungen zunächst ein-

mal funktional, da sie helfen mit der insbesondere für Online-Umgebungen charakteristischen 

Informationsüberlastung (engl. information overload) umzugehen. Gleichermaßen befriedigt 

die Anpassung auf die eigenen Interessen und Vorlieben natürlich die (impliziten) Wünsche der 

Nutzer:innen, sich bei der Medienrezeption primär mit für sie persönlich unterhaltsamen oder 

interessanten Inhalten auseinanderzusetzen. Während Plattformbetreiber gerade in der öffentli-

chen Darstellung ebenfalls diesen Mehrwert für die Nutzer:innen betonen, sind die Empfeh-

lungsalgorithmen letztlich dahingehend optimiert, die Organisationsziele zu erreichen (Ricci et 

al., 2015; Silva et al., 2022). Dazu zählen insbesondere die Erhöhung der Nutzungszufrieden-

heit und -zeit, die Stärkung der Bindung zur Plattform sowie sich daraus ergebend und den 

vorherigen Funktionen übergeordnet: die Steigerung von Verkäufen, sowohl auf dem Publi-

kums- als auch auf dem Werbemarkt. Hauptziel der algorithmischen Kuratierung für gewinn-

orientierte Privatunternehmen wie Social-Media-Plattformen oder Streamingdienste ist mithin 
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die Generierung von (Werbe-)Einnahmen, während normative Zielgrößen wie Vielfalt, Ausge-

wogenheit oder Informationsqualität in aller Regel keine Rolle spielen. 

2.3 Bedeutung: Relevanz der Medienrezeption in algorithmisierten Umgebungen 

In der Einleitung und im Verlauf des Beitrags wurden bereits einige algorithmisierte Medie-

numgebungen bzw. Plattformen angesprochen, die derzeit einen besonderen Stellenwert in der 

Medienrezeption der deutschen Bevölkerung einnehmen. Wenngleich die Bedeutung einzelner 

Angebote steten Veränderungen unterliegt, so lässt sich in den letzten Jahren doch ein eindeu-

tiger Trend hin zu einer durch automatisierte Personalisierung geprägten Medienrezeption fest-

stellen. 

Gemäß ARD/ZDF-Onlinestudie entfallen im Jahr 2021 55% der Internetnutzung der deutschen 

Bevölkerung auf die mediale Internetnutzung (Beisch & Koch, 2021). Auch mit Bezug auf die 

Dauer wurden hier – vermutlich verstärkt durch die Corona-Pandemie – mit 136 Minuten täg-

licher Nutzung neue Rekordwerte gemessen. Die stärksten Treiber seien dabei 1) Video-

Streamingdienste wie Netflix und Amazon Prime, 2) das Musikhören über Angebote wie Spo-

tify oder YouTube Music sowie 3) das Lesen von digitalen Artikeln (ebd., S. 489-490). Be-

trachtet man zusätzlich die Nutzung von Social-Media-Plattformen, die ebenfalls immer stärker 

auf die Nutzung von speziell aufbereiteten ‚klassischen‘ Medienangeboten (z.B. von TV-Sen-

dern oder Zeitschriften) und medialen Inhalten von diversen ‚Content Creators‘ ausgerichtet 

ist, wird die Relevanz der Medienrezeption in algorithmisierten Umgebungen weiter deutlich. 

So seien 59% der Bevölkerung zumindest selten auf Social-Media-Plattformen unterwegs und 

nutzten „deren vielfältige Verwendungsmöglichkeiten“ (Beisch & Koch, 2021, S. 498). Es kann 

somit davon ausgegangen werden, dass ein bedeutsamer Anteil der Online-Medienrezeption in 

algorithmisierten Umgebungen stattfindet – aktuell insbesondere bei jüngeren Nutzer:innen 

(Beisch & Koch, 2021). 

Besondere gesellschaftliche Relevanz hat die Frage nach dem Ausmaß automatisiert persona-

lisierter Medienrezeption im Kontext der Nutzung von Nachrichten und aktuellen politischen 

Informationen (siehe auch Schweiger et al., 2019). Welche Relevanz „algorithmenbasierte Zu-

gangswege“ (Hölig et al., 2022, S. 43) hier spielen, verdeutlicht der Reuters Institute Digital 

News Report, der repräsentative Befunde zur Nachrichtennutzung für die deutsche Bevölke-

rung ab 18 Jahren mit Internetzugang liefert. Für das Erhebungsjahr 2022 zeigt sich für das 

Auffinden von Inhalten zunächst, dass 44% der Befragten über algorithmisierte Zugangswege 

wie die Themensuche über Suchmaschinen, Aggregatoren oder Social-Media-Plattformen zu 

Nachrichten gelangen. Bei den 18- bis 24-Jährigen sind es gar 56%. Fokussiert man spezifisch 
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soziale Medien und deren aktive Nutzung für Nachrichten – also um diese „zu suchen, zu lesen, 

anzuschauen, zu teilen oder um darüber zu diskutieren“ (Hölig et al., 2022, S. 51) – ist Facebook 

über die gesamte Stichprobe hinweg die wichtigste Plattform: 17% nutzen diese (auch) für 

Nachrichten. Mit Blick auf die unterschiedlichen Altersgruppen zeigen sich dabei jedoch be-

deutsame Unterschiede: So ist für die jüngste befragte Altersgruppe der 18- bis 24-Jährigen 

Instagram die mit Abstand wichtigste Plattform. Sie wird von 29% regelmäßig auch genutzt, 

um sich über tagesaktuelle Themen zu informieren. 39% der 18- bis 24-Jährigen geben gar an, 

dass soziale Medien ihre wichtigste Nachrichtenquelle im Internet darstellen. Welche Implika-

tionen diese „neue Form der Fremdbestimmung“ (Geiß et al., 2018, S. 503) insbesondere im 

Bereich der Informationsrezeption hat, wird im Rahmen von Kapitel 4.1 aufgegriffen. In einem 

nächsten Schritt soll es nun jedoch zunächst um die Frage gehen, inwiefern Mediennutzer:innen 

überhaupt bewusst ist, ob und wie algorithmische Systeme ihre Rezeption prägen. 

3. Konstellationen 

3.1 Bewusstsein: Algorithmic Awareness 

Wie gezeigt wurde, findet ein Großteil der Medienrezeption heute in algorithmisierten Umge-

bungen statt: Doch inwiefern nehmen Nutzer:innen überhaupt wahr, dass die Auswahl und Rei-

henfolge von Inhalten, denen sie in diesen Kanälen begegnen, automatisiert personalisiert wer-

den? Ein solches algorithmisches Bewusstsein (engl. algorithmic awareness) kann als „most 

basic level of algorithmic understanding“ (Oeldorf-Hirsch & Neubaum, 2021, S. 5) verstanden 

werden und bildet somit die Grundlage für auf diesem Wissen aufbauende Sinngebungspro-

zesse (Kapitel 3.2) sowie weiterführende Kompetenzen (Kapitel 3.3). Der Begriff ist in der 

Literatur allerdings nicht eindeutig belegt: Während einige Autor:innen darunter das hier be-

schriebene basale Wissen fassen, „that a dynamic system is in place that can personalize and 

customize the information that a user sees or hears“ (Hargittai et al., 2020, S. 771), gehen andere 

Definitionen deutlich weiter und konzeptualisieren algorithmisches Bewusstsein als das Aus-

maß, in dem Menschen korrekte Vorstellungen davon haben, was Algorithmen in spezifischen 

Medienumgebungen tun und welche Auswirkungen dies darauf hat, „how users consume and 

experience media content“ (Zarouali et al., 2021, S. 2). In einigen Arbeiten wird daher auch der 

Begriff des algorithmischen Wissens (engl. algorithmic knowledge) genutzt, um dieses umfas-

sendere Verständnis zu beschreiben (z.B. Cotter & Reisdorf, 2020; Dogruel et al., 2021). Im 

Einklang mit Dogruel und Kolleg:innen (2021, S. 5) wird in diesem Beitrag algorithmisches 

Bewusstsein als das Wissen verstanden, dass Algorithmen existieren und verwendet werden, 

nicht aber das Wissen darüber, wie (konkret) diese funktionieren. 
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Frühere, primär qualitative Arbeiten im Kontext von Facebook konzentrierten sich vor allem 

auf Fragen danach, ob Nutzer:innen bewusst ist, dass ihnen nicht alle verfügbaren Posts auch 

wirklich angezeigt werden (Eslami et al., 2016; Powers, 2017; Rader & Gray, 2015). Sie kamen 

dabei zu der Erkenntnis, dass das Wissen darüber in der Tat nur sehr schwach ausgeprägt zu 

sein schien. Generell ist es jedoch schwierig, allgemeine Aussagen zum algorithmischen Be-

wusstsein von Mediennutzer:innen zu treffen, da a) die Plattformen und die zugrundeliegenden 

algorithmischen Systeme sich beständig ändern und zudem die Transparenz der Kommunika-

tion3 über deren Wirken Schwankungen unterliegt, b) das selbsteingeschätzte Wissen über Al-

gorithmen in den letzten Jahren generell zugenommen hat (Overdiek & Petersen, 2022) und c) 

das Bewusstsein nicht über alle genutzten Plattformen hinweg identisch ist. So bestimmen etwa 

Aspekte wie die ‚Aggressivität‘ bzw. Offenkundigkeit der operierenden algorithmischen Sys-

teme (Siles & Meléndez-Moran, 2021), Nutzungsintensität und -erfahrungen (Cotter & Reis-

dorf, 2020) oder während der Nutzung erlebte Widersprüche zwischen erwarteten und tatsäch-

lich angezeigten Inhalten (Swart, 2021), wie bewusst Nutzer:innen die Algorithmisierung wahr-

nehmen. Doch selbst das oberflächliche Wissen darüber, dass Algorithmen am Werk sind, öff-

net bereits die Möglichkeit für die Ausbildung eines „algorithmic imaginary“ (Bucher, 2017) 

bzw. die Entwicklung von naiven Medientheorien darüber, wie Algorithmen auf spezifischen 

Plattformen arbeiten. 

3.2 Sinngebung: Algorithmic Sensemaking 

Gerade weil viele Nutzer:innen nur über eingeschränktes Wissen darüber verfügen, wie genau 

Algorithmen auf diversen Plattformen arbeiten, sind Vorstellungen über deren Funktionsweise 

weit verbreitet. Solche „naiven Medientheorien“ (Naab, 2013), die als Sonderform der in der 

Sozialpsychologie vielfach untersuchten folk theories gelten können, beschreiben im Kontext 

von algorithmischen Systemen alle informellen Annahmen, die Nutzer:innen entwickeln, um 

sich zu erklären, anhand welcher Parameter die automatische Personalisierung in algorithmi-

sierten Medienumgebungen erfolgt (siehe z.B. Dogruel, 2021b; Eslami et al., 2016; Ytre-Arne 

& Moe, 2021). 

Aus kommunikationswissenschaftlicher Sicht ist die Untersuchung von solchen Sinngebungs-

prozessen nicht nur aufschlussreich, weil sie etwas über tatsächliche Wissensbestände verraten 

kann (siehe auch Oeldorf-Hirsch & Neubaum, 2021, S. 10), sondern insbesondere, weil auch 

 
3 So hat Facebook etwa im Frühjahr 2019 die Funktion „Warum wird mir dieser Beitrag angezeigt?“ eingeführt, 
die es Nutzer:innen ermöglichen soll, besser zu verstehen, welche Faktoren über die Ausspielung von Inhalten 
im Newsfeed entscheiden. 
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falsche oder unvollständige Vorstellungen hochgradig handlungsrelevant sein können. So zei-

gen Studien, dass individuelle Theorien über die Funktionsweise von Algorithmen beeinflus-

sen, mit welchen Inhalten Nutzer:innen bewusst (nicht) interagieren und welche Erwartungen 

sie an Plattformen stellen (für einen Überblick siehe Cotter, 2022). Genau wie wissenschaftli-

che Theorien werden auch naive Medientheorien getestet: Gehe ich etwa davon aus, dass ich 

auf Facebook umso mehr Inhalte von einem Account angezeigt bekomme, je mehr ich mit die-

sem Account interagiere (personal engagement theory, Eslami et al., 2016), kann ich das durch 

mein eigenes Handeln und anschließende Beobachtungen meines Newsfeeds ‚überprüfen‘. In 

der Forschung wurde eine Vielzahl an naiven Medientheorien über algorithmische Systeme 

identifiziert, die auf unterschiedlichen Abstraktionsebenen liegen und sich zudem in Abhängig-

keit davon unterscheiden, ob sie sich allgemein auf Algorithmen in Online-Umgebungen be-

ziehen (Dogruel, 2021b) oder auf die Funktionsweise spezifischer Plattformen wie Facebook 

(Eslami et al., 2016), Spotify (Siles et al., 2020) oder TikTok (Karizat et al., 2021) ausgerichtet 

sind. Dabei gibt es aber durchaus Überschneidungen, was sich etwa an der Prävalenz von The-

orien zeigt, die auf der allgemeinen Popularität von Inhalten (‚Angezeigt wird, was allgemein 

beliebt ist‘), dem Verhalten von ähnlichen Nutzer:innen (‚Angezeigt wird, was Leute mögen, 

die mir ähneln‘) oder dem eigenen Interaktionsverhalten (‚Angezeigt wird, was ich häufig 

nutze/anklicke/bewerte‘) beruhen. Erneut vergleichbar zu wissenschaftlichen Theorien bilden 

sich auch naive Medientheorien entweder induktiv durch individuelle Erfahrungen und Be-

obachtungen, die innerhalb der Plattform gemacht werden, oder aber deduktiv, indem z.B. aus 

Medienberichten über algorithmische Systeme oder den Theorien anderer Nutzer:innen Annah-

men abgeleitet werden (siehe auch DeVito et al., 2018). 

Das (vermeintliche) Wissen wird von vielen Nutzer:innen schließlich auch angewendet, um 

algorithmische Systeme zu trainieren (Karizat et al., 2021; Siles et al., 2020; Siles & Meléndez-

Moran, 2021), was über Optionen zur expliziten Personalisierung oder kalkuliertes Nutzungs-

verhalten realisiert wird. Siles und Kolleg:innen (2020) etwa zeigen, wie Spotify-Nutzer:innen 

bewusst Songs liken, Künstler:innen folgen oder wiederholt die gleichen Alben hören, um ‚dem 

Algorithmus‘ zu zeigen, was sie mögen. Bei der besonders stark durch algorithmische Kuratie-

rung geprägten Plattform TikTok sind die Trainingsprozesse aus Sicht der Nutzer:innen essen-

tiell (Karizat et al., 2021; Siles & Meléndez-Moran, 2021): Nur durch regelmäßiges Liken, be-

wusste Suchen nach Inhalten, die man mag, oder die Nutzung des ‚Nicht interessiert‘-Features 

sei es möglich, die For-You-Page zu ‚zähmen‘. Wirklich genießen, so die befragten Nutzer:in-

nen, könne man TikTok erst, wenn das Training abgeschlossen sei und die App sich so verhält, 

wie man das möchte (Siles & Meléndez-Moran, 2021, S. 19). Der Erfolg des Algorithmus-
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Trainings kann dann wiederum Gestalt und Inhalt der naiven Medientheorien der Nutzer:innen 

verändern, indem die individuellen Hypothesen über die Funktionsweise der algorithmischen 

Systeme modifiziert werden. Für Nutzer:innen, die in algorithmisierten Medienumgebungen 

mit eigenen Inhalten erfolgreich sein wollen, stehen mittlerweile eine ganze Reihe von selbst-

erklärten Algorithmus-Expert:innen bereit, die Theorien über die Sichtbarkeit beeinflussende 

Faktoren an aufstrebende ‚Content Creators‘ verkaufen (Bishop, 2020). 

Die Vorstellungen über algorithmische Systeme gehen Hand in Hand mit spezifischen Einstel-

lungen, die sich auf einem Spektrum von Aversion (engl. algorithmic aversion) bis Wertschät-

zung (engl. algorithmic appreciation) abbilden lassen (Oeldorf-Hirsch & Neubaum, 2021, S. 

11). Darunter fallen zunächst allgemeine Einstellungen bzgl. der Nützlichkeit/Güte algorithmi-

scher Empfehlungen, aber auch plattform- und situationsspezifische Zu- und Abneigungen. So 

werden vor allem spürbare Änderungen der algorithmischen Systeme häufig negativ wahrge-

nommen und sorgen für Kritik auf Seiten der Nutzer:innen, was sich auch in Hashtags wie 

#RIPTwitter oder in Petitionen wie ‚Make Instagram Instagram again‘ widerspiegelt (Gollmer, 

2022). Die auf Algorithmen gerichteten Einstellungen und Sinngebungsprozesse stehen 

schließlich auch in engem Zusammenhang mit algorithmischen Kompetenzen, die für Nut-

zer:innen immer wichtiger werden, um sich selbstbestimmt in algorithmisierten Medienumge-

bungen zu bewegen. 

3.3 Kompetenz: Algorithmic Literacy 

Obwohl sich kommunikationswissenschaftliche Beobachter:innen einig darüber sind, dass ein 

fundiertes Wissen über algorithmische Systeme sowie die Fähigkeit, souverän durch algorith-

misierte Medienumgebungen zu navigieren, für Nutzer:innen heute unabdingbar sind, gab es 

bisher kaum Bemühungen, das Konzept der algorithmischen Kompetenz (engl. algorithmic li-

teracy) umfassend zu dimensionieren und definieren (siehe Dogruel, 2021a; Oeldorf-Hirsch & 

Neubaum, 2021). Vielversprechend und breit anwendbar ist die Konzeptualisierung von 

Dogruel (2021a; Dogruel et al., 2021), die auf Basis eines Literatur-Reviews von verwandten 

Kompetenzkonzepten, bestehenden Definitionen von algorithmic literacy sowie einer qualita-

tiven Interviewstudie vier relevante Dimensionen ableitet: (1) Bewusstsein und Wissen, (2) kri-

tische Bewertung, (3) Bewältigungsstrategien und (4) Gestaltungs- und Designfähigkeiten. 

Demnach umfasst algorithmische Kompetenz das Wissen um die Verwendung von Algorith-

men in Online-Umgebungen, die Kenntnis über deren Funktionsweise, die Fähigkeit, algorith-

mische Auswahlprozesse kritisch zu bewerten sowie konkrete Fertigkeiten, die nötig sind, um 
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mit algorithmischen Systemen umzugehen sowie diese aktiv zu beeinflussen (Dogruel et al., 

2021, S. 4). 

Am Beispiel des Video-Streamingdienstes Netflix lässt sich dies illustrieren: Eine kompetente 

Nutzerin wüsste hier nicht nur, dass die Film- und Serienempfehlungen auf der Startseite durch 

algorithmische Systeme kuratiert sind und welche Faktoren deren Auswahl und Darstellung 

prinzipiell mitbestimmen können. Sie kann auch bewerten und reflektieren, inwiefern diese Se-

lektion ihre und die Entscheidungen anderer Nutzer:innen lenkt und möglicherweise ein-

schränkt. Schließlich ist sie in der Lage, durch gezielte Ratings, Suchen oder das Anlegen von 

Profilen Einfluss auf die algorithmische Kuratierung zu nehmen und das Angebot so selbstbe-

stimmt zu nutzen. 

Ein großes Problem bei der Untersuchung von algorithmic literacy ist der bereits angespro-

chene Black-Box-Charakter von algorithmischen Systemen (DeVito et al., 2018; Hargittai et 

al., 2020; Oeldorf-Hirsch & Neubaum, 2021): Da auch die Forscher:innen in aller Regel nicht 

‚die Wahrheit‘ kennen bzw. über alle Indikatoren Bescheid wissen, die die algorithmische Ku-

ratierung beeinflussen, ist es schwierig, algorithmische Kompetenzen valide zu messen. Das 

gilt insbesondere dann, wenn man an der Entwicklung von quantitativen Messinstrumenten in-

teressiert ist, die idealerweise auf mehrere Plattformen/Anwendungen übertragbar sind und 

auch in einigen Jahren noch sinnvoll eingesetzt werden können. Vor diesem Hintergrund ver-

wundert es nicht, dass die Frage nach algorithmischen Kompetenzen bislang vor allem qualita-

tiv-explorativ untersucht wurde oder lediglich für bestimmte Plattformen zu bestimmten Ent-

wicklungsstufen der sich dynamisch wandelnden algorithmischen Systeme betrachtet wurde 

(für einen Überblick siehe Oeldorf-Hirsch & Neubaum, 2021, S. 15–17). Dogruel und Kollegen 

(2021) versuchen sich auf Basis der oben vorgestellten Definition an der Entwicklung einer 

standardisierten Skala, die zumindest die kognitiven Aspekte algorithmischer Kompetenzen 

(d.h., Bewusstsein und Wissen) generalisiert für Online-Umgebungen messen kann. Zur Ab-

frage des Bewusstseins müssen die Befragten dabei für verschiedene Medientechnologien ent-

scheiden, ob diese algorithmische Systeme nutzen (z.B. Smartspeaker), während für die Mes-

sung des Wissens eine Reihe von Statements als wahr oder falsch klassifiziert werden muss 

(z.B. „Durch den Einsatz von Algorithmen, die personalisierte Inhalte liefern, kann es dazu 

kommen, dass einen hauptsächlich Inhalte erreichen, die der eigenen Meinung ähnlich sind“). 

Solche globalen Messungen sind gerade im Rahmen von bevölkerungsrepräsentativen Befra-

gungen hilfreich, um einen generellen Eindruck von algorithmischen Kompetenzen und deren 

Veränderungen im Zeitverlauf zu bekommen. Es bleibt ob der großen Unterschiede zwischen 
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algorithmischen Systemen aber dennoch wichtig und sinnvoll, auch kontext- und plattformspe-

zifische Studien durchzuführen sowie zu betrachten, inwiefern Nutzer:innen motiviert sind, ihr 

vorhandenes Wissen in Handeln umzusetzen (Riesmeyer et al., 2016). Denn nur weil eine Per-

son weiß, dass ihr Newsfeed algorithmisch personalisiert ist oder wie sie beeinflussen kann, 

welche Inhalte dort angezeigt werden, bedeutet das noch lange nicht, dass sie auch entsprechend 

kompetent handelt und etwa bewusst dafür Sorge trägt, dass sie auch mit Inhalten konfrontiert 

wird, die ihre eigene Meinung herausfordern oder neue Perspektiven auf ein Thema aufzeigen 

(siehe auch Fouquaert & Mechant, 2021). Um algorithmische Kompetenz zu fördern – die ne-

ben Bewusstsein und Wissen eben auch kompetentes Handeln umfasst –, müssen demnach Ver-

mittlungsansätze entwickelt werden, die nicht nur darauf abzielen, Nutzer:innen die Funktions-

weise von Algorithmen näherzubringen, sondern diese auch dazu motivieren, aktiv aneignend 

mit algorithmischen Systemen umzugehen. Oeldorf-Hirsch und Neubaum (2021, S. 22–24) se-

hen hier insbesondere in dem Wecken von Neugierde über Algorithmen sowie dem praktischen 

Umgang mit algorithmischen Systemen fruchtbare Ansätze. Gerade ersteres könnte auch durch 

die Plattformen selbst forciert werden, indem etwa bei der Selektion von Inhalten ein Pop-Up 

die Nutzer:innen zur Auseinandersetzung anregt (z.B. „Neugierig, warum dir dieser Inhalt an-

gezeigt wird?“, ebd., S. 23). Wie gleich noch abschließend betrachtet wird, ist es gerade im 

Kontext von Informationsnutzungsprozessen zentral, dass Nutzer:innen mögliche Probleme der 

automatisiert personalisierten Auswahl von Inhalten kritisch reflektieren und sich bei ihrer in-

formationsbezogenen Medienrezeption nicht ausschließlich von Empfehlungsalgorithmen lei-

ten lassen. 

4. Fazit und Ausblick 

4.1 Implikationen der Medienrezeption in algorithmisierten Umgebungen 

Der in den letzten Jahren zu beobachtende „algorithmic turn“ (Napoli, 2014) bzw. „algorithmi-

sche Strukturwandel der Öffentlichkeit“ (Hagen et al., 2017) wurde insbesondere in der öffent-

lichen Debatte von Ängsten über zunehmende Fragmentierung, Polarisierung und Radikalisie-

rung des Diskurses begleitet (für einen Überblick siehe z.B. Geiß et al., 2018; Rau & Stier, 

2019; Stark et al., 2021). Unter Bezugnahme auf die intuitiv anschaulichen Buzzwords „Filter-

blasen“ und „Echokammern“4 befürchtete man, dass Nutzer:innen sich in eine Medienumge-

 
4 Die Begriffe werden gerade in nicht-wissenschaftlichen Debatten oft synonym verwendet, um auf dysfunktio-
nale Verzerrungen in algorithmisierten Medienumgebungen hinzuweisen. Diese Vermischung liegt auch daran, 
dass sie verwandte, aber keineswegs identische Phänomene beschreiben: Der Begriff „Echokammer“ ist stärker 
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bung begeben (oder ohne ihr Zutun in diese gelangen), in der sie nur noch mit Themen kon-

frontiert werden, die sie interessieren und in der sie ausschließlich Meinungen begegnen, die 

ihrem eigenen Standpunkt entsprechen (Stark et al., 2021, S. 303). Diskutiert wurden mögliche 

gesellschaftlichen Folgen der automatisierten Personalisierung durch algorithmische Systeme 

vor allem für (politische) Informationsnutzungsprozesse, wenngleich einige Autor:innen auch 

auf die Gefahren der unterhaltungsbezogenen Medienrezeption verweisen. So könne auch die 

Nutzung von Unterhaltungsangeboten in algorithmisierten Umgebungen aufgrund von Kulti-

vierungseffekten „die politische Informiertheit und Meinungsbildung der Bevölkerung durch-

aus [beeinträchtigen]“ (Schweiger et al., 2019, S. 120). 

In der Tat scheinen diese Ängste auf den ersten Blick plausibel: Wie eingangs verdeutlicht 

wurde, haben die gewinnorientierten algorithmisierten Plattformen vor allem die Generierung 

von (Werbe-)Einnahmen im Blick: In den Feed ‚gespült‘ wird das, was die Nutzer:innen lange 

bei der Stange hält – also nur Themen, die persönlich interessant sind, und Meinungen, die man 

teilt? Der aktuelle Forschungsstand spricht dafür, dass diese Befürchtungen weitgehend unbe-

gründet scheinen und die mit Filterblasen und Echokammern in Verbindung gebrachten Gefah-

ren überschätzt werden (siehe zusammenfassend Möller, 2021; Stark et al., 2021). Dies soll 

jedoch nicht in Abrede stellen, dass für einzelne Nutzer:innen mit spezifischen Persönlichkeits- 

und Mediennutzungsprofilen ein ungleich größeres Risiko einer thematisch und weltanschau-

lich verengten Informationsversorgung besteht. Dafür sind jedoch nicht nur algorithmische Sys-

teme, sondern nicht zuletzt individuelle menschliche Entscheidungen und selektive Verarbei-

tungsprozesse verantwortlich, was erneut auf die Notwendigkeit der Förderung von algorithmi-

schen Kompetenzen verweist. 

Für die öffentliche Auseinandersetzung scheint es demnach fruchtbarer, den Diskurs wegzu-

lenken von den häufig übertriebenen Gefahren hin zu einer rationalen Auseinandersetzung mit 

der Frage, wie algorithmisierte Medienumgebungen Informationsökologien gestalten und wel-

che positive oder negative Rolle sie vor diesem Hintergrund für Informationsnutzung und Mei-

nungsbildung spielen. Zentral ist etwa ein besseres Verständnis davon, wie algorithmische Per-

sonalisierung die Wahrnehmung des Meinungsklimas beeinflusst oder Ungleichheiten in der 

 
mit Mechanismen der expliziten Personalisierung verbunden und fußt auf einer gruppendynamischen Perspek-
tive: Menschen suchten demnach auch in Online-Umgebungen primär nach Netzwerken an Gleichgesinnten, in-
nerhalb derer es schließlich zu einer andauernden gegenseitigen Bestätigung der eigenen (geteilten) Meinung 
und in Folge zu einer Verengung politischer Perspektiven käme. Der Begriff „Filterblase“ ist hingegen stärker 
mit Mechanismen der impliziten Personalisierung verbunden und fußt auf einer eher technikdeterministischen 
Perspektive: Menschen würden demnach durch das Wirken algorithmischer Systeme ohne ihr Zutun in einem 
individuellen Informations-Ökosystem landen, was ebenfalls zu einer verengten Weltsicht führe. (Hagen et al., 
2017, S. 133; Rau & Stier, 2019, S. 402; Stark et al., 2021, S. 306–307) 
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Auseinandersetzung mit Informationsinhalten begünstigen kann (Möller, 2021, S. 97; Stark et 

al., 2021, S. 316). Gleichermaßen lässt sich fragen, wie Empfehlungssysteme gestaltet werden 

können, die Zielgrößen wie Vielfalt und gesellschaftliche Relevanz berücksichtigen und so 

etwa auch von öffentlich-rechtlichen Medienanbietern genutzt werden können (Schmidt et al., 

2018). 

4.2 Entwicklung und methodische Herausforderungen 

Die Entwicklungen im Mediennutzungsverhalten der letzten Jahre zeigen deutlich, welche 

große Bedeutung algorithmisierten Umgebungen zukommt. Algorithmen beeinflussen dabei 

nicht nur die Selektion von Medieninhalten, sondern ob ihrer Priorisierungs- und Hervorhe-

bungsfunktion auch deren emotionale und kognitive Verarbeitung. Alle Anzeichen deuten da-

rauf hin, dass der Trend zur automatisierten Personalisierung auch künftig nicht abbricht 

(Schweiger et al., 2019, S. 120). Vielmehr muss man angesichts des anhaltenden Erfolgs von 

Social-Media-Plattformen, Streamingdiensten & Co. die Frage stellen, ob es künftig überhaupt 

noch so etwas wie ‚unalgorithmisierte‘ Mediennutzung geben wird. 

Für die Kommunikationswissenschaft lässt sich daraus zum einen der Auftrag ableiten, konti-

nuierlich zu analysieren, wie verschiedene algorithmisierte Umgebungen die Medienrezeption 

prägen, wie Nutzer:innen sich in diesen bewegen und insbesondere, wie die Wechselwirkung 

aus Plattformlogiken und menschlichem Verhalten beeinflusst, welche Inhalte Aufmerksamkeit 

erhalten und mithin Auswirkungen auf unser Denken und Handeln nehmen können. Zum an-

deren ergeben sich aus eben diesem Auftrag spezifische methodische Herausforderungen: 

Wenn alle Nutzer:innen mit einer jeweils einzigartigen und dynamischen Auswahl an Inhalten 

konfrontiert werden, die sich zudem mit jedem neuen Zugriff ändern können, wie lässt sich 

Medienrezeption dann überhaupt noch untersuchen? Vor diesem Hintergrund wurde bislang 

vor allem diskutiert, wie sich herausfinden lässt, mit welchen Inhalten Nutzer:innen in algorith-

misierten Umgebungen in Kontakt kommen (für einen Überblick siehe Haim, 2020). Fruchtbare 

Ansätze in diesem Bereich sind etwa die Gewinnung von Primärdaten durch Datenspenden5 

oder aber die Nutzung von Browser-Plug-Ins, die bspw. automatisiert beobachten können, wel-

che Posts einzelne Nutzer:innen sehen, wenn sie auf Social-Media-Plattformen unterwegs sind 

(Haim & Nienierza, 2019). Ist man indes an Medienrezeption im engeren Sinne interessiert – 

d.h. an der tatsächlichen Auseinandersetzung mit Inhalten und den damit zusammenhängenden 

 
5 Die Grundidee von Datenspenden (engl. data donations) basiert darauf, dass Nutzer:innen freiwillig Daten über 
ihre Nutzung digitaler Plattformen und Dienste für die Wissenschaft zur Verfügung stellen, indem sie von ihrem 
durch die DSGVO bzw. GDPR gedeckten Recht Gebrauch machen, die über sie erhobenen Daten anzufordern 
(Boeschoten et al., 2020). 
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Kognitionen und Emotionen – sind weitere methodische Zugänge vonnöten. Hier eignen sich 

stärker qualitative Zugänge, die direkte Beobachtungen des Rezeptionsverhaltens mit Post-Ex-

posure-Walkthroughs verbinden (Kümpel, 2019) oder mit Think-Aloud-Protokollen arbeiten 

(Freiling, 2019), um Rezeptionspraktiken sowie deren Bedeutung zu erfassen. Für eine umfas-

sende Analyse von Medienrezeption in algorithmisierten Umgebungen erscheint nicht zuletzt 

die Kombination von quantitativ-computationalen und qualitativ-rekonstruierenden Verfahren 

in Form von Mixed-Methods-Designs unabdingbar. 
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